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Resumen—Este trabajo presenta el diseño e implementa-
ción en FPGA de un estimador de parámetros para ruido
impulsivo Middleton Clase A basado en algoritmos genéticos
(GA), orientado a sistemas embebidos y aplicaciones en tiem-
po real. La estimación se formula mediante la minimización
de la diferencia entre la ECDF (Función de Distribución
Acumulada Excedida) empı́rica y la teórica utilizando la
métrica SAD (Suma de Diferencias Absolutas).

Se evalúan distintas variantes de GA en punto fijo con ope-
radores optimizados para hardware basados en manipulación
de bits. Los resultados muestran estimaciones precisas y
robustas, comparables a implementaciones en punto flotante,
pero con menor complejidad y mayor adaptabilidad a FPGA.
Finalmente, se presenta la arquitectura modular del sistema
y sus principales bloques funcionales.

Palabras Clave—ruido, Middleton, clase A, algoritmos
genéticos, FPGA, sistemas embebidos.

I. INTRODUCCIÓN

El ruido de Middleton Clase A constituye un modelo
ampliamente utilizado para describir ruido impulsivo en
sistemas de comunicaciones, particularmente en aplicacio-
nes subacuáticas, donde su validez ha sido previamente
analizada en [1]. En este marco, la estimación precisa de
sus parámetros resulta fundamental para el desarrollo de
sistemas de comunicación robustos y eficientes frente a
este tipo de perturbaciones.

Para la estimación de los parámetros de este modelo
se han propuesto distintos enfoques, incluyendo procedi-
mientos estadı́sticos clásicos, algoritmos iterativos basados
en Expectation-Maximization (EM), formulaciones baye-
sianas para estimación MMSE (Error Cuadrático Medio
Mı́nimo) y métodos de minimización numérica desarro-
llados más recientemente [2]–[4]. Sin embargo, estos en-
foques pueden implicar una elevada carga computacional
o presentar dificultades de implementación en platafor-
mas embebidas, especialmente cuando el problema de
optimización asociado es altamente no lineal. En esta
lı́nea, trabajos recientes han propuesto implementacio-
nes más eficientes orientadas a reducir la complejidad
computacional y facilitar su despliegue en hardware [4],
[5]. No obstante, aún persisten desafı́os asociados a la
implementación, la precisión de estimación, la latencia y
los recursos de hardware requeridos.

En este escenario, los algoritmos genéticos (GA) cons-
tituyen una alternativa atractiva para la estimación de
parámetros en problemas con espacios de búsqueda com-
plejos y no convexos. Estas técnicas metaheurı́sticas,
inspiradas en principios de selección natural y basadas

en poblaciones, se caracterizan por su robustez frente
a mı́nimos locales y han sido aplicadas exitosamente
en diversos problemas de estimación [6]. Por ejemplo,
los GA han sido aplicados exitosamente a la estimación
de parámetros de canal en entornos multipropagación, a
partir de la minimización de funciones de error altamente
oscilatorias obtenidas de formulaciones de máxima vero-
similitud. Estos enfoques demuestran que los GA pueden
proporcionar estimaciones robustas y precisas incluso en
presencia de ruido y estructuras de señal complejas [7].
Esto pone de manifiesto su idoneidad para problemas de
estimación de parámetros en los que los métodos clásicos
pueden fallar o resultar ineficientes.

Más allá del desarrollo algorı́tmico, las implementacio-
nes en hardware cobran especial relevancia en aplicaciones
de tiempo real. En este sentido, trabajos recientes han
demostrado la viabilidad de implementar GA en FPGA
mediante paralelismo y aritmética en punto fijo, reducien-
do tiempo de ejecución y consumo de potencia [8]. La
combinación de GA y FPGA resulta ası́ prometedora para
sistemas embebidos de estimación en tiempo real y bajo
consumo.

En este marco, el presente trabajo aborda la estimación
de parámetros del modelo de ruido Middleton Clase A
mediante GA e implementa la solución propuesta so-
bre una plataforma FPGA. Adicionalmente, se evalúa
el desempeño del estimador en términos de precisión,
complejidad y recursos de hardware utilizados.

II. FORMULACIÓN DEL PROBLEMA

El ruido de Middleton Clase A es un modelo estadı́stico
fundamental para describir el ruido impulsivo en sistemas
de comunicación. A diferencia del ruido gaussiano conven-
cional, este modelo considera la presencia de componentes
impulsivas que pueden degradar severamente el desem-
peño de los receptores si sus parámetros no se estiman
correctamente. La probabilidad de que la amplitud del
ruido supere un umbral determinado se describe mediante
la ECDF
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m=0
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donde I representa la potencia instantánea en escala li-
neal; A es el ı́ndice de impulsividad; m es el número
de fuentes de interferencia activas simultáneamente; y
σ2
m es la varianza de cada término, ajustada según la

relación de potencias Γ entre las componentes gaussiana e
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Fig. 1: Análisis de SAD. (a-c) Mapas de contorno para los parámetros óptimos. (d) Distribución estadı́stica del error.

impulsiva, y la varianza de la componente gaussiana σ2
G.

Los parámetros crı́ticos a estimar son A, Γ, y σ2
G.

La dificultad de esta estimación radica en que la función
de excedencia es una sumatoria infinita (truncada en la
práctica) y presenta una alta sensibilidad a variaciones
mı́nimas en los parámetros. Esto genera una superficie
de error compleja, donde los métodos de optimización
basados en el gradiente pueden fallar al encontrarse con
múltiples mı́nimos locales o regiones de estancamiento.

Dada la naturaleza no convexa del espacio de búsqueda,
los GA constituyen una alternativa robusta, ya que, al estar
basados en poblaciones e inspirados en mecanismos de se-
lección natural, permiten explorar eficientemente múltiples
regiones del espacio de soluciones.

En este trabajo, el problema de estimación se reformula
la SAD entre la ECDF empı́rica (datos capturados) y la
ECDF teórica (obtenida para una terna [A,Γ, σ2

G]):

SAD =

N∑
i=1

∣∣ECDFemp(i)− ECDFteo(i, A,Γ, σ2
G)

∣∣ (2)

donde N es el número de puntos (bins) en los que se
evalúa la ECDF.

III. ESPACIO DE BÚSQUEDA Y FUNCIÓN APTITUD

Para que el GA pueda operar, la terna [A,Γ, σ2
G] se

codifica como los genes de un individuo. La aptitud
(fitness) de dicho individuo se determina mediante el valor
de SAD obtenido: un valor menor indica un mejor ajuste
entre el modelo teórico y los datos empı́ricos. Antes de
proceder con la implementación del algoritmo, se evalúa
la topografı́a del espacio de búsqueda para asegurar la
convergencia a un mı́nimo global. Con este fin, se realiza
un estudio exhaustivo del SAD explorando el espacio
[A,Γ, σ2

G] mediante una malla de Nv = 50 valores por
eje, resultando en 125.000 puntos de evaluación. Para
mitigar el sesgo estadı́stico, en cada punto se generaron
Nsurr = 1.000 realizaciones independientes, consistentes
en vectores de Nvec = 512 muestras aleatorias siguiendo
la distribución de Middleton Clase A. Este análisis masivo,
que involucra el cálculo de 125×106 errores SAD, permite
observar cómo varı́a la superficie de error y validar si la
métrica elegida es lo suficientemente sensible para distin-
guir la terna óptima frente a las fluctuaciones estocásticas
de las muestras.

La Fig. 1(a-c) presenta la topografı́a del error pro-
mediando los Nsurr resultados en cada punto del es-
pacio de búsqueda. Estas superficies se obtienen fijando
sucesivamente cada uno de los parámetros en su valor

nominal óptimo [Aopt,Γopt, σ
2
Gopt], permitiendo visua-

lizar la variación de la SAD en función de los dos
parámetros restantes: SADAopt(Γ, σ2

G), SADΓopt(A, σ2
G)

y SADσ2
Gopt(A,Γ). En términos generales, las superficies

exhiben una convergencia suave y carecen de mı́nimos
locales significativos bajo condiciones de promediado.
No obstante, la complejidad del problema reside en la
naturaleza estocástica de la SAD; como muestra el his-
tograma de la Fig. 1(d) para el punto óptimo, el error se
comporta como una variable aleatoria con una distribución
propia para cada terna de parámetros. Esta distribución es
asimétrica, con el valor más probable desplazado respecto
a la media. Dicha variabilidad, intrı́nseca a las capturas de
datos finitas, confirma que el algoritmo debe operar en un
entorno de alta dispersión, donde una única realización no
garantiza la ubicación exacta del mı́nimo global.

IV. METODOLOGÍA

El desarrollo del sistema de estimación se aborda me-
diante una metodologı́a de co-diseño hardware/software
dividida en dos etapas. Primero, se desarrolla un entorno
de simulación para evaluar distintas variantes de GA y
seleccionar las más adecuadas. Luego, la arquitectura
elegida se implementa fı́sicamente sobre una plataforma
FPGA. El diseño prioriza la reducción de la complejidad
aritmética mediante representaciones en punto fijo y el
aprovechamiento de la lógica combinacional de la FPGA.
Además, los operadores genéticos se diseñan para explotar
la manipulación de bits, permitiendo mayores frecuencias
de operación y un uso eficiente de recursos lógicos.

V. EVALUACIÓN Y SIMULACIÓN EN SOFTWARE

En esta fase se evalúan distintas variantes de GA para
analizar su precisión, convergencia y robustez, y seleccio-
nar la más adecuada para hardware.

Estrategias de Inicialización de la población. Se
comparan dos métodos: inicialización aleatoria (ciega) e
inicialización asistida mediante un estimador previo (ES)
[9], orientada a acelerar la convergencia.

Evaluación. En cada iteración, se calcula el fitness
(SAD) de la población y se aplica elitismo para que los
mejores individuos pasen a la siguiente generación.

Crossover + Mutación. Se evalúan tres variantes de
GA, diferenciados por sus operadores genéticos. Se busca
medir impacto en la convergencia y en los recursos:

GA Aritmético (Básico): Implementado tanto en
punto flotante como en punto fijo. El cruce utiliza
un operador aritmético que promedia los parámetros
de los progenitores más aptos. La diversidad de la



población se preserva mediante mutaciones aditivas
que introducen ruido aleatorio en la descendencia.
GA por Conmutación de Bits (Binario). Optimiza-
do para eficiencia en punto fijo. Emplea un operador
binario (cruce por un punto), donde el descendiente
se conforma mediante la concatenación de los bits
más significativos (MSB) de un progenitor con los
menos significativos (LSB) del otro. Esta operación
se implementa mediante un enmascaramiento y des-
plazamiento de bits, minimizando el uso de recursos.
GA Mixto Cuantizado (Mixto): Este esquema com-
bina tres operadores de cruce aplicados según una
distribución porcentual: un operador binario por
punto de corte, un operador por intercambio de genes
que hereda parámetros completos de los individuos
más aptos para favorecer la exploración global, y un
operador de vecindad aplicado sobre la élite para
realizar ajuste fino mediante variaciones dinámicas
de los LSB implementadas con un bloque de Regis-
tro de Desplazamiento con Retroalimentación Lineal
(LFSR) de bajo costo de hardware. El proceso se
complementa con mutaciones probabilı́sticas tipo bit-
flip para preservar la diversidad genética.

V-A. Resultados de Simulación y Discusión
En esta sección se presentan los resultados obtenidos

al someter las distintas variantes del GA a un entorno de
prueba controlado, de 100 generaciones y una población
de 42 individuos. Para ello, se generan vectores de ruido de
Middleton Clase A con parámetros conocidos (A = 0,25,
σ2
G = 0,1, Γ = 0,05) y una longitud de N = 512 muestras,

emulando la ventana de observación real.
Análisis de convergencia y precisión. Según la Tabla I

el GA Mixto alcanza una precisión comparable a la versión
en punto flotante y operando en punto fijo.

Tabla I: Estimación de parámetros y error residual.

Algoritmo A σ2
G Γ Err. Parám.

Valor Real (Ref) 0,2500 0,1000 0,0500 0,0000

V0: Básico Float 0,25981 0,09731 0,04398 0,006823
V4: Básico Float Ciego 0,25984 0,09847 0,04303 0,007019
V5: Básico Cuant. 0,26108 0,09778 0,04483 0,007174
V6: Básico Cuant. Ciego 0,28333 0,09445 0,05322 0,019594
V7: Binario 0.28125 0,09372 0,04688 0,018491
V8: Binario Ciego 0,26562 0,09720 0,04688 0,009341
V9: Mixto 0,26144 0,09778 0,04459 0,007421
V10: Mixto Ciego 0,26184 0,09766 0,04459 0,007638

Robustez. Se realiza un análisis de Monte Carlo con 50
corridas independientes. La Fig. 2.a y la Tabla II muestran
que la variante Mixto y Mixto Ciego presentan buena
precisión en la estimación y baja dispersión del error
cuadrático medio (MSE).
Tabla II: Análisis estadı́stico del error para distintos GA.

Algoritmo MSE (Promedio) Varianza

V0: Básico Float 0,000313 0,000068
V4: Básico Float Ciego 0,000313 0,000069
V5: Básico Cuant. 0,000315 0,000068
V6: Básico Cuant. Ciego 0,004405 0,002269
V7: Binario 0,000704 0,000193
V8: Binario Ciego 0,002958 0,001782
V9: Mixto 0,000318 0,000071
V10: Mixto Ciego 0,000317 0,000071

Efecto del estimador inicial. La Fig. 2.b, obtenida a
partir de 500 corridas, muestra que la inicialización asisti-

da genera una distribución del error SAD más concentrada
que la estrategia aleatoria.

Optimización de parámetros. Mediante una búsqueda
exhaustiva y un análisis de Monte Carlo de 50 corridas, se
determinan los parámetros óptimos de ambos GA Mixto en
términos de porcentajes de operadores (p) y mutación (m).
Para el GA Mixto, la mejor configuración es: gen = 60,
m = 0,2, pb = 0, ps = 0,4 y pv = 0,3, con vecindad
de 3 bits en Γ y σ2

G, y 5 bits en A, alcanzando un
MSE promedio de 0,00081869 frente a 0,00326274 del
estimador simple (ES), lo que representa una mejora del
70,60 % sin valores atı́picos, como se observa en la Fig. 2.c
Para el GA Mixto Ciego, la configuración óptima es:
gen = 120, m = 0,2, pb = 0,20, ps = 0,10 y pv = 0,25,
obteniéndose un MSE promedio de 0,00029931 frente a
0,00310746 del ES, equivalente a una mejora del 90,37 %
tras filtrar 7 outliers. En ambos casos, los porcentajes res-
tantes de población se completan inicialmente con copias
de los padres para independizar los parámetros evaluados.
Aunque inicialmente esto sugiere una posible redundancia
poblacional, al reducir la cantidad de individuos y reajustar
los parámetros óptimos se observa un aumento de outliers,
indicando que dichas copias actúan como semillas útiles
para la mutación y contribuyen a la robustez del algoritmo.

VI. IMPLEMENTACIÓN EN HARDWARE

La arquitectura se diseña bajo un enfoque modular en
HDL.

VI-A. Arquitectura del Sistema y Bloques Funcionales

Generación de Población Inicial. La población inicial
se genera mediante un LFSR (variante ciega).

ECDF estimada. Construye la distribución acumulada
a partir de las muestras cuantizadas en bins. Forma un
histograma por conteo y realiza una acumulación descen-
dente para obtener la ECDF, empleando una arquitectura
FSM de procesamiento continuo.

ECDF Teórica. Implemen ta la ECDF teórica del mo-
delo de Middleton Clase A mediante una serie truncada en
aritmética de punto fijo. Las exponenciales se aproximan
mediante LUTs con interpolación lineal y los coeficien-
tes y recı́procos asociados a divisiones se almacenan en
memoria local, evitando su cómputo en el camino crı́tico.
El bloque opera en modo pipelineado, entregando un dato
por ciclo de reloj tras una latencia inicial.

Función de costo. Calcula, bit a bit, la resta y el
valor absoluto entre ambas ECDF, acumulando luego el
resultado para obtener el SAD. Además, incorpora un
selector para distinguir muestras de la población inicial
o del proceso evolutivo.

Fig. 3: Función de costo
Elite. Bloque de comparación dinámica que selecciona

y resguarda los dos individuos con menor SAD.
Unidad de operadores genéticos. Bloques indepen-

dientes para los cruces: binario, por intercambio de genes



(a) Análisis de robustez de los GA (b) Impacto de la inicialización (c) GA mixto vs Estimador Simple (ES)
Fig. 2: Análisis de los resultados de simulación

y de vecindad, configurados según los parámetros óptimos
obtenidos en simulación. Las Fig. 4 y 5 presentan diagra-
mas de dos de los operadores genéticos propuestos.

Fig. 4: Op. binario. Fig. 5: Op. de vecindad.

Módulo de Mutación. Aplica alteraciones probabilı́sti-
cas a la descendencia mediante una máscara lógica con-
trolada por una señal estocástica.

VI-B. Unidad de Control

El flujo operacional es gobernado por una FSM, según
el esquema de la Fig. 6.

Fig. 6: Máquina de esados

La FSM comienza en Inicio, donde se habilita la gene-
ración de la población inicial y la adquisición de muestras.
Luego, en Conteo, el individuo generado se congela y
se actualiza el contador de población inicial. En Eval, se
calcula el SAD y, posteriormente, en Elite, se realiza una
comparación individual para reemplazar, si corresponde,
a uno de los dos mejores ejemplares según su aptitud.
Una vez completa la población, el estado Padre almacena
los dos mejores individuos e incrementa el contador de
generaciones. Luego, en Cruce y Mut, se aplican los ope-
radores de cruza y mutación para generar descendencia,
repitiendo el ciclo hasta alcanzar la condición de parada.
Finalmente, el estado FIN entrega el mejor individuo.

VII. RESULTADOS DE IMPLEMENTACIÓN

La Tabla III resume la utilización de recursos hardware
y la latencia de cada bloque de la arquitectura imple-
mentada. Los módulos de cálculo de la ECDF estimada
y teórica presentan la mayor demanda de recursos y
latencia del sistema, mientras que la lógica de control y
los operadores genéticos poseen un costo reducido. Los
códigos desarrollados en este trabajo están disponibles en
[10]. La latencia de todo el sistema resulta ser igual a

512× Tadq +Ngen× Tsys, con Tsys el tiempo requerido
para una generación.

Tabla III: Desempeño por bloque.

Bloque Funcional LUT FF DSP BRAM Lat.

Generador de Población (LFSR) 48 48 0 0 1
Cálculo ECDF Estimada 7302 4663 0 0 515
Cálculo ECDF Teórica 13093 5604 204 6 68
Función de Costo (SAD) 73 72 0 0 2
Élite 342 210 0 0 1
Op. de Crossover + Mutación 320 166 0 0 1
Unidad de Control (FSM) 55 27 0 0 1

% Utilizado del total 21233 10790 204 6 —

VIII. CONCLUSIONES

Los resultados muestran un compromiso entre precisión,
estabilidad y hardware: el GA Mixto asistido ofrece mayor
estabilidad y convergencia más rápida, mientras que el GA
Mixto Ciego alcanza mejores precisiones sin requerir hard-
ware adicional, pero con mayor outliers. Ambas estrategias
superan en software a los estimadores convencionales, bajo
las mismas consideraciones de muestras, y su implementa-
ción en hardware demuestra el potencial de los GA para la
estimación de parámetros de ruido Middleton Clase A en
sistemas embebidos. Asimismo, la arquitectura propuesta
presenta margen de optimización futura mediante parale-
lización y mejora de bloques funcionales.
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